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Abstract 
 

The Bayesian convolutional neural networks (BayesCNNs) with variational 
inference, are a variant of convolutional neural networks (CNNs), in which the 
intractable posterior probability distributions over weights are inferred by Bayes by 
Backprop. These networks are often unable to correctly assess uncertainty in the 
training data and therefore make overly confident decisions about the correct class, 
prediction, or action. In the present work, we   propose a variational inference method 
that achieves performances equivalent to frequentist inference in identical architectures 
on several datasets. Two architectures are compared: AlexNet versus VGG16 under 
BayesCNN learning process. We estimate their performance using the MNIST, CIFAR-
10 and CIFAR-100 datasets for the task of image classification. 

 
Palabras clave: Inferencia Bayesiana, incertidumbre, redes neuronales 

convolucionales. 
 
 

Como lo señala Charles Blundell et al. 
(2015), la incertidumbre en una red mide la 
certeza del modelo con respecto a su 
predicción. En el modelado bayesiano, existen 
dos tipos principales de incertidumbre que se 
pueden modelar: incertidumbre aleatoria e 

incertidumbre epistémica. La incertidumbre 
aleatoria mide el ruido inherente a las 
observaciones. Este tipo de incertidumbre está 
presente en el método de recopilación de 
datos, como el ruido del sensor o el ruido de 
movimiento, que es uniforme en todo el 
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conjunto de datos. No se puede reducir si se 
recopilan más datos. La incertidumbre 
epistémica, por otro lado, representa la 
incertidumbre causada por el modelo. Esta 
incertidumbre se puede reducir con más datos 
y a menudo se denomina incertidumbre del 
modelo. La incertidumbre aleatoria se puede 
clasificar en incertidumbre homocedástica, 
incertidumbre que se mantiene constante para 
diferentes entradas e incertidumbre 
heterocedástica. La incertidumbre 
heterocedástica depende de las entradas del 
modelo, y algunas entradas pueden tener 
salidas más ruidosas que otras. Esta 
incertidumbre es particularmente importante 
para evitar que el modelo genere decisiones 
demasiado seguras. Los trabajos actuales 
miden las incertidumbres mediante la 
aplicación de distribuciones de probabilidad 
sobre los parámetros o los resultados del 
modelo. La incertidumbre epistémica se 
modela aplicando una distribución a priori a 
los pesos de un modelo y luego intentando 
capturar cuánto varían estos pesos dados 
ciertos datos. La incertidumbre aleatoria, por 
otro lado, se modela aplicando una 
distribución sobre los resultados del modelo. 
Ver figura 1. 
 

 
 

Figura 1. Arriba: ajuste del modelo. Abajo: 
incertidumbre. Elaboración propia. 

 

I. INFERENCIA BAYESIANA 
 
Como lo indica Adji Bousso et al. (2017), 

se define una función 𝑦 = 𝑓(𝑥)	 que estima las 
entradas {	𝑥!, … , 𝑥"} y sus correspondientes 
salidas {𝑦!, … , 𝑦"} y produce una salida 
predictiva. Mediante la inferencia bayesiana, 
se utiliza una distribución a priori en el espacio 
de funciones 𝑝(𝑓).	Esta distribución 
representa la creencia previa sobre qué 
funciones probablemente generaron a los 
datos. La verosimilitud se define como 
𝑝(𝑌	|		𝑓, 𝑋)	 para capturar el proceso mediante 
el cual se genera la observación de una 
función. Utilizamos la regla de Bayes para 
hallar la distribución a posteriori dado el 
conjunto de datos: 𝑝(𝑓	|	𝑋, 𝑌). Ver figura 2. 

 
 

 
 

Figura 2. Inferencia Variacional Bayesiana. 
Elaboración propia. 

 
La nueva salida se puede predecir para un 

nuevo punto de entrada  	𝑥∗  integrando todas 
las funciones posibles de f: 
 

 
… (1) 

 
La ecuación (1) es insoluble, pero se puede 

aproximar tomando un conjunto finito de 
variables aleatorias 𝜔 (pesos en los nodos) y 
condicionando el modelo a éstas. Sin embargo, 
se basa en el supuesto de que el modelo 
depende únicamente de estas variables, 
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convirtiéndolas en estadísticas suficientes en 
nuestro modelo aproximado. 

 
De este modo, minimizamos la divergencia 

de Kullback-Leibler (KL), que intuitivamente 
es una medida de similitud entre dos 
distribuciones: KL(𝑞(𝜔) || 𝑝(𝜔	|	𝑋, 𝑌)), lo que 
resulta en la distribución predictiva 
aproximada. 

 

 
   … (2) 
   

Minimizar la divergencia de Kullback-
Leibler equivale a maximizar el límite inferior 
de la evidencia logarítmica (ELBO). 
 

 
 
 
Con respecto a los parámetros variacionales 

que definen 𝑞(𝜔). Esto se conoce como 
inferencia variacional, una técnica estándar en 
el modelado bayesiano. Maximizar la 
divergencia KL entre la distribución a 
posteriori y la distribución a priori sobre 𝜔 
dará como resultado una distribución 
variacional que aprende una buena 
representación de los datos (obtenida a partir 
del logaritmo de la verosimilitud) y se acerca 
más a la distribución a priori. En otras 
palabras, puede prevenir el sobreajuste. Ver 
figura 3. 

 

 
 

Figura 3. Inferencia Izquierda: modelo CNN. 
Derecha: modelo BayesCNN. Elaboración 

propia. 
 
Estimación de la incertidumbre en CNNs 

 
En las tareas de clasificación, nos interesa 

la distribución predictiva 𝑝	%	(𝑦∗	|	𝑥∗) donde 
𝑥∗	 es un ejemplo de datos no vistos e 𝑦∗  su 
clase predicha. Para una red neuronal 
bayesiana, esta cantidad viene dada por: 
 

… (4) 
 
En Bayes por retropropagación, las 

distribuciones gaussianas 𝑞&(𝜔	|	𝐷)	∼ 𝒩 (𝜔 | 
µ, σ²), donde θ = {µ, σ} se aprenden con un 
conjunto de datos 𝐷 = {𝑥' , 𝑦'}'(!) 		 como se 
explicó anteriormente. Debido a la naturaleza 
discreta y finita de la mayoría de las tareas de 
clasificación, se suele asumir que la 
distribución predictiva es categórica. 
Incorporar este aspecto a la distribución 
predictiva nos da: 
 

 

… (5) 
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donde C es el número total de clases 
∑ 𝑓(𝑥*∗ 	|	𝜔)+ =		1. 
 

Como no existe una solución de forma 
cerrada debido a la falta de conjugación entre 
las distribuciones categórica y gaussiana, no 
podemos recuperar esta distribución. Sin 
embargo, podemos construir un estimador 
imparcial de la expectativa mediante muestreo 
de  𝑞&(𝜔	|	𝐷): 
 

  … (6) 

  … (7) 
 
Donde T es el número predefinido de 
muestras. Este estimador nos permite evaluar 
la incertidumbre de nuestras predicciones 
mediante la definición de varianza, por lo que 
se denomina varianza predictiva y se denota 
como 𝑉𝑎𝑟,: 
 

 … (8)  
 
Esta cantidad puede ser descompuesta en 
incertidumbre aleatoria y epistémica: 
 

  … (9) 
Con 

             
… (10) 

II. DESARROLLO 
 
La implementación se desarrolló en Python 

(https://www.python.org, versión 3.6.1) con la 
ayuda de las librerías gratuitas PyTorch 
(https://pytorch.org, versión 2.0) y Tensorflow 
(https://www.tensorflow.org, versión 1.2.1), 
ampliamente aceptadas por la comunidad. El 
entorno de desarrollo empleado ha sido el 
Notebook de Jupyter (http://jupyter.org, 
versión 5.0.0). 

 
Se compararán los desempeños en la 

clasificación de imágenes de una arquitectura 
convolucional basada en pesos como es 
AlexNet y la red VGG16, contra sus modelos 
entrenados mediante aprendizaje Bayesiano. 
Como los modelos frecuentistas ya están 
entrenados la metodología se centra 
exclusivamente en los modelos Bayesianos. 
Cabe señalar que estos modelos fueron 
elegidos por poseer un alto desempeño en la 
tarea de clasificación de imágenes empleando 
las bases de datos MNIST, CIFAR-10 y 
CIFAR-100 respectivamente. Ver figura 4 y 5. 
 

 
 

Figura 4. Arquitectura de la red AlexNet. 
Elaboración propia. 
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Figura 5. Arquitectura de la red VGG16. 
Elaboración propia. 

 
Metodología: 

 
La metodología adoptada en el presente 

trabajo consiste en los siguientes pasos: 
 

_________________________________ 
 
[Paso 1:] Creación de los modelos. 

 
[Paso 2:] Aprendizaje de la red. 

 
[Paso 3:] Cuantificación de la incertidumbre. 
_________________________________ 

 
 
PASO 1.  Creación de los Modelos 

 
En todos los experimentos realizados, 

implementamos redes neuronales bayesianas 
con inferencia variacional y frecuentistas 
(basada en pesos). Los fragmentos de código 
de los modelos de AlexNet aparecen en las 
figuras 6 y 7 respectivamente. Una 
modificación mínima se utilizó para el código 
de la arquitectura VGG16. 
 

 
 

Figura 6. Fragmento de código modelo AlexNet 
frecuentista. Elaboración propia. 

 

 
 

Figura 7. Fragmento de código modelo AlexNet 
Bayesiano. Elaboración propia. 

 
PASO 2. Aprendizaje de la red 
 
A. Inicialización de parámetros: 
 

Utilizamos una distribución gaussiana y 
almacenamos los valores de media y varianza 
en lugar de un solo peso. La varianza no puede 
ser negativa, lo que se garantiza utilizando 
softplus como función de activación. 
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Expresamos la varianza como σ' =
𝑠𝑜𝑓𝑡𝑝𝑙𝑢𝑠	(ρ'), donde ρ es un parámetro sin 
restricciones. 
 

 … (11) 
 
Tomamos la distribución gaussiana e 

inicializamos la media µ como 0 y la varianza 
σ (y, por lo tanto, ρ) de forma aleatoria. 
Observamos una media centrada en 0 y una 
varianza que comienza con un número grande 
y disminuye gradualmente con el tiempo. Una 
buena inicialización también puede consistir 
en restringir la varianza e inicializarla a un 
valor pequeño. Sin embargo, podría depender 
de los datos, por lo que aún no se ha 
descubierto un buen método para la 
inicialización de la varianza. Realizamos un 
descenso de gradiente sobre θ = (µ, ρ) y un 
peso individual 𝜔i   ∼	𝒩 (𝜔i | µi, σi). Ver figura 
8 fragmento de código inicialización de 
parámetros. 

 

 
 

Figura 8. Fragmento de código: Inicialización 
de parámetros. Elaboración propia. 

 
B. Entrenamiento 
 

Se utilizaron tasa de aprendizaje de 0.001, 
épocas del orden de 100, tamaño del batch de 

256, tamaño del muestreo de 10 a 25, función 
de pérdida entropía cruzada, posterior 
aproximado 𝑞&(𝜔	|	𝐷) de -10, optimizador 
Adam, normalización L2 de 0.0005.  

 
B.1 Forward Pass (Pase hacia adelante): 
 

Como indica Alex Graves (2011). El 
problema principal es que el término de la 
esperanza 	𝐸,-𝜔.𝜃/[log 𝑝(𝐷|𝜔)] es difícil de 
diferenciar con respecto a 𝜃 θ directamente, 
porque la esperanza se toma sobre 𝑞(𝜔|𝜃)  que 
depende de 𝜃. "Bayes por Backpropagation" 
resuelve esto usando el truco de 
reparametrización. Ver figura 9. En lugar de 
muestrear 𝜔 directamente de 𝑞(𝜔|𝜃), se 
muestrea un ruido 𝜀 de una distribución simple 
(ej. 𝒩 (0,1)). Ahora, la dependencia de θ = (μ, 
σ) está fuera de la operación de muestreo, lo 
que permite que los gradientes de 
retropropagación fluyan a través de esta 
transformación. 
 
𝜔 = 𝜇 + 𝜎	 ⊙ 	𝜀 … (12) 
 

 

 
 
Figura 9. Fragmento de código: Entrenamiento 

Bayesiano. Elaboración propia. 
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B.2 Función de pérdida: 
 

Cabe señalar que el modelo se entrena 
maximizando el límite inferior de la evidencia 
(ELBO) que en este caso corresponde con la 
función de pérdida establecida en la ecuación 
(3). El ELBO se optimiza típicamente por el 
gradiente respecto a 𝜃. Ver figura 10. Donde 
la Divergencia KL tiene una solución analítica 
y 𝐾 es la dimensionalidad de la variable 
latente: 
 
𝐷01[𝑞(𝜔|𝜃)||𝑝(𝜔)] =	 
 
!
2
	∑ (𝜇320

3(! + 𝜎32 − log 𝜎32 − 1)… (13) 
 

 

 
 

Figura 10. Fragmento de código: KL 
Divergencia. Elaboración propia. 

 
B.3 Backward Pass (Retropropagación): 

 
Los parámetros (μ, ρ) de las distribuciones 

variacionales se actualizan usando un 
optimizador (como Adam o SGD) y los 
gradientes calculados: 
 

 
 

PASO 3. Cuantificación de la 
Incertidumbre  

 
Para todas nuestras tareas, utilizamos el 

optimizador de Adam como lo recomienda 
Charles Blundell et al. (2015), para optimizar 
los parámetros. También aplicamos el método 
de reparametrización local y calculamos el 
gradiente de la función de pérdida combinada 
con respecto a los parámetros variacionales (µ, 
ρ). Que corresponde con las expresiones de la 
ecuación (9). Ver figura 11. 
 

 
 

Figura 11. Fragmento: Cuantificación de la 
Incertidumbre. Elaboración propia. 

 
III. PRUEBAS Y RESULTADOS 
 
Caso práctico 1: Conjuntos de datos 
pequeños (MNIST, CIFAR-10) 
 

Como lo señala Yann LeCun and Corinna 
Cortes (2010). Entrenamos las redes con los 
conjuntos de datos MNIST de dígitos 
manuscritos y CIFAR-10, ya que estos 
conjuntos de datos sirven ampliamente como 
referencia para el rendimiento de las CNN. 
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MNIST: 
 

La base de datos MNIST de dígitos 
manuscritos cuenta con un conjunto de 
entrenamiento de 60 000 ejemplos y un 
conjunto de prueba de 10 000 ejemplos. Es un 
subconjunto de un conjunto mayor disponible 
en el NIST. Los dígitos se han normalizado en 
tamaño y se han centrado en una imagen de 
tamaño fijo de 28 x 28 píxeles. Cada imagen 
está en escala de grises y etiquetada con su 
clase correspondiente, que va del cero al 
nueve. 
 
CIFAR-10: 

 
Los CIFAR-10 son subconjuntos 

etiquetados del conjunto de datos de 80 
millones de imágenes diminutas. El conjunto 
de datos CIFAR10 cuenta con un conjunto de 

datos de entrenamiento de 50,000 imágenes en 
color en 10 clases, con 5,000 imágenes de 
entrenamiento por clase, cada una de 32 x 32 
píxeles. Hay 10,000 imágenes para pruebas. 

 
Resultados: 
 

En primer lugar, evaluamos el rendimiento 
de nuestro método propuesto, las redes 
neuronales bayesianas con inferencia 
variacional. La Tabla 1 muestra una 
comparación de las precisiones de validación 
(en porcentaje) para arquitecturas entrenadas 
con dos enfoques bayesianos distintos: la 
inferencia variacional, es decir, Bayes por 
retropropagación y abandono, según lo 
propuesto por Yarin Gal (2016). 

 
 

 
 

Tabla 1. Comparación de la precisión en porcentaje entre los modelos AlexNet y VGG16. 

 
 
Comparamos los resultados de estos dos 

enfoques con el enfoque de inferencia 
frecuentista para ambos conjuntos de datos. 
Las redes neuronales complejas bayesianas 
entrenadas mediante inferencia variacional 
alcanzan precisiones de validación 
comparables a las de su contra partes 
entrenadas mediante inferencia frecuentista. 
En MNIST, las precisiones de validación de 
los dos enfoques bayesianos dispares son 
comparables, pero un enfoque bayesiano 

VGG16 con Dropout alcanza una precisión de 
validación considerablemente mayor en 
CIFAR-10, aunque no pudimos reproducir 
estos resultados. Ver figura 12. 
 



 
 

 
 

9 
Ejemplar 33. Julio-diciembre de 2025.  
 
 

 
 

Figura 12. Comparación de las precisiones de 
validación de AlexNet y VGG16 con el enfoque 

frecuentista y Bayesiano en los conjuntos de 
datos MNIST y CIFAR-10. Elaboración propia. 

 
Caso Práctico 2: Conjunto de Datos Grande 
(CIFAR-100) 
 
CIFAR-100: 

 
Este conjunto de datos es similar al CIFAR-

10 y constituye un subconjunto etiquetado del 
conjunto de datos de 80 millones de imágenes 
diminutas. El conjunto de datos consta de 100 
clases con 600 imágenes cada una. Cada clase 
incluye 500 imágenes de entrenamiento y 100 
imágenes de validación. Las imágenes están 
coloreadas con una resolución de 32 x 32 
píxeles. 

 
Resultados: 
 

En la Figura 12, mostramos cómo las redes 
bayesianas incorporan de forma natural los 
efectos de la regularización, ejemplificados en 
AlexNet. Mientras que una AlexNet entrenada 
mediante inferencia frecuentista sin 
regularización presenta un sobreajuste 
considerable en CIFAR-100, una AlexNet 
entrenada mediante inferencia bayesiana en 

CIFAR-100 no lo presenta. Esto se evidencia 
por la alta precisión de entrenamiento para el 
enfoque frecuentista sin pérdida de datos o con 
pérdida de datos de una capa. La CNN 
bayesiana tiene un rendimiento equivalente al 
de una red AlexNet entrenada por inferencia 
frecuentista con tres capas de Dropout después 
de la primera, cuarta y sexta capa de la 
arquitectura. Cabe destacar que la CNN 
bayesiana con 100 muestras presenta un 
sobreajuste ligeramente menor en 
comparación con la CNN bayesiana con 25 
muestras. Sin embargo, un mayor número de 
muestras en un conjunto de datos más pequeño 
no resultó útil, por lo que nos mantuvimos en 
25 como número de muestras para todos los 
demás experimentos. Ver figura 13. 

 
 

 
 

Figura 13. Comparación de las precisiones de 
entrenamiento y validación de AlexNet 

frecuentista y bayesiano con y sin pérdidas 
(Dropout) en los conjuntos de datos CIFAR-100. 

Elaboración propia. 
 

La Tabla 2 muestra una comparación de las 
precisiones de validación (en porcentaje) para 
arquitecturas entrenadas con dos enfoques 
bayesianos distintos: la inferencia variacional, 
es decir, Bayes por retropropagación y 
abandono, según lo propuesto por Yarin Gal 
(2016). 
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Tabla 2. Comparación de la precisión en 
porcentaje entre los modelos AlexNet y VGG16. 

 
 

Estimación de la Incertidumbre: 
 

Finalmente, la Tabla 3 compara las medias 
de las incertidumbres aleatoria y epistémica 
para un modelo bayesiano VGG16 con 
inferencia variacional en MNIST y CIFAR-10. 
La incertidumbre aleatoria de CIFAR-10 es 
aproximadamente veinte veces mayor que la 
de MNIST. Considerando que la 
incertidumbre aleatoria mide la variabilidad 
irreducible y depende de los valores predichos, 
una mayor incertidumbre aleatoria para 
CIFAR-10 se puede deducir directamente de 
su menor precisión de validación y podría 
deberse, además, al menor número de 
ejemplos de entrenamiento. La incertidumbre 
epistémica de CIFAR-10 es aproximadamente 
quince veces mayor que la de MNIST, lo cual 
anticipamos, ya que la incertidumbre 
epistémica disminuye proporcionalmente a la 
precisión de la validación. 

 
Tabla 3. Comparación de la incertidumbre 
aleatoria y epistémica para la red VGG16. 

 
 

IV. CONCLUSIONES 
 
Se propusieron las redes neuronales 

convolucionales bayesianas utilizando Bayes 

por retropropagación como un método de 
inferencia variacional fiable. Además, se 
compararon resultados con arquitecturas 
frecuentistas. En comparación, se aplicaron 
distribuciones de probabilidad a priori a todos 
los parámetros del modelo y se actualizaron 
según el teorema de Bayes con inferencia 
variacional. Se demostró que estas redes 
neuronales logran resultados de vanguardia, 
similares a los obtenidos por las mismas 
arquitecturas de red entrenadas mediante 
inferencia frecuentista. Además, se 
examinaron cómo se pueden calcular las 
incertidumbres para el método propuesto y se 
mostró cómo se pueden reducir las 
incertidumbres epistémicas con más datos de 
entrenamiento. 
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