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Abstract

La determinacion del indice antidetonante (AKI) es clave para la calidad de la gasolina,
pero los métodos industriales actuales son costosos y lentos. Esta investigacion desarrollo y
valido un modelo de red neuronal artificial (ANN) para predecir el Numero de Octano de
Investigacion (RON) de forma rapida y eficiente.

Utilizando 703 muestras, el modelo emplea como predictoras propiedades fisicoquimicas
asequibles: densidad, azufre y puntos de destilacion (T10, T50, T90). La red neuronal
profunda disefiada demostro un rendimiento robusto, alcanzando un Error Absoluto Medio
(MAE) de 2.77 en el conjunto de prueba. Estos hallazgos validan el enfoque computacional
como una alternativa eficaz para optimizar el control de calidad.

Palabras clave: Numero de Octano, Machine Learning, Redes Neuronales, Gasolina,
Prediccion.
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rendimiento Optimo de los motores de
combustion interna las cuales son impuestas
generalmente por la NOM-016-CREE-2016.
Uno de los factores que se cuantifican para
clasificar la calidad de la gasolina es el indice
AKI (Anti-Knock Index) el cual tedéricamente
se sabe que es una variable que depende de los
dos indices mas, el MON (Motor Octane
Number) y el RON (Research Octane
Number), el indice AKI cumple la siguiente
formula:

MON + RON

AKI =
2

La calidad de la gasolina se clasifica
comunmente segin este indice, como
Premium (superior a 91) y Regular (entre 85 y
91).

El método de referencia para medir el RON es
la norma ASTM D2699, que utiliza un motor
especializado conocido como  CFR
(Cooperative Fuel Research) para carga ligera
y el MON se mide con el método ASTM
D2700 para condiciones de carga pesada. A
pesar de la fiabilidad y estandarizacion de
estos métodos, uno de los problemas actuales
son los altos costos de operacion,
mantenimiento y de igual manera los altos
tiempos de cuantificacion para cada prueba,
que como bien se sabe, en campo el factor del
tiempo es esencial preservar, anteriormente no
era posible innovar en este tema debido a la
escases de tecnologia con la que se contaba,
pero actualmente se cuenta con una cantidad
de datos historica obtenida a partir de cientos
de miles de pruebas llevadas a cabo, esto
permite formular un método que optimice el
tiempo de resultados para cada muestra
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reduciendo significativamente los costos de
operacion y/o mantenimiento, al mismo
tiempo se da un aporte a la industria 4.0 en
refinerias, terminales de almacenamiento y
distribucién, centros de despacho o
gasolineras a nivel nacional.

La estrategia de esta investigacion se centra en
superar limitaciones mediante el desarrollo de
un método computacional basado en Machine
Learning. Aprovechando la disponibilidad de
datos historicos de laboratorio, se propone el
disefio de una red neuronal artificial (ANN)
para predecir el AKI a partir de otras
propiedades fisicoquimicas que son mas
asequibles y rapidas de obtener como son:
densidad, contenido de azufre y los cortes de
la curva de destilacion T10, TS50 y T90. La
importancia de esta investigacion es la
optimizacion de costos y tiempos de operacion
sin sacrificar la fiabilidad de los resultados,
ofreciendo una herramienta computacional
que facilite la toma de decisiones y mejore el
control de calidad en la produccion de
gasolinas.

El marco conceptual de este trabajo se basa en
buscar una relacion entre las propiedades
fisicoquimicas de la gasolina y el AKI. E1 AKI
esta intrinsecamente ligado a la estructura de
los hidrocarburos que componen la gasolina
(parafinas, isoparafinas, aromaticos, etc.). Las
propiedades seleccionadas cuidadosamente
como predictoras actian como indicadores
indirectos (proxies) de esta composicion. La
densidad, por ejemplo, se correlaciona con la
concentracion de compuestos aromaticos, que
tienen un alto RON. La curva de destilacion
(T10, T50, T90) caracteriza la volatilidad y la
distribucion de pesos moleculares de la
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mezcla, factores que influyen en el
comportamiento de la combustion.

Finalmente, el contenido de azufre, aunque no
afecta directamente al RON, es un indicador
del tipo de procesamiento de desulfuracion
que ha sufrido la gasolina, procesos que
pueden alterar la  composicion  de
hidrocarburos y, por ende, el octanaje. La
relacion entre estas variables y el RON es
compleja y no lineal, lo que justifica el uso de
un modelo avanzado como una red neuronal,
capaz de aprender estos patrones intrincados.

El proposito de esta investigacion es, por lo
tanto, desarrollar y validar dicho modelo
predictvo.

1. Metodologia

El estudio se llevo a cabo siguiendo un flujo
de trabajo sistematico en literatura que abarca
el preprocesamiento de los datos, el disefio y
entrenamiento del modelo, y su posterior
evaluacion.

1.1. Conjunto de Datos

La presente investigacion se fundamenta en
una base de datos historica que contiene
mediciones de laboratorio de 703 muestras de
gasolina, sin celdas en blanco. Para cada
muestra, se registraron cinco variables

predictoras y una variable objetivo:

e Variables Predictoras (Entrada):
o Densidad (g/cm?®)
o Contenido de Azufre (ppm)
o Punto de destilacion T10 (°C)
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o Punto de destilacion T50 (°C)
o Punto de destilacion T90 (°C)

e Variable Objetivo (Salida):
o Numero de Octano de Investigacion
(RON)

Tabla 1. Estadisticas descriptivas del conjunto de
datos inicial.

Octane raiting Density (g/cm®)  Sulfur (ppm) T10°O T50 (°O

count 703.000000 703.000000  703.000000 703.000000 703.000000
mean 90.443528 0.733589 42251238 54.189047 95.542674
std 4652731 0020444  264.446696 7.186120 10.777736
min 72.900000 0.673800 3.260000 40.100000  80.000000
25% 88.000000 0.721100 15495000 49.300000  86.650000
50% £9.600000 0.731200 24950000 53.700000 92.900000
75% 93.000000 0.744250 39.100000 58.750000 103.450000
max 106.000000 0918600 6993.000000 69.800000 120.000000

1.2. Procedimientos implementados:

Preprocesamiento de Datos: Antes del
entrenamiento, los datos fueron normalizados
para asegurar que todas las caracteristicas
contribuyeran de manera equitativa al
aprendizaje del modelo. Las redes neuronales
son sensibles a la escala de los datos de
entrada, y este paso es crucial para una
convergencia eficiente. Se aplicaron dos

técnicas de escalado:

StandardScaler: Para las variables de entrada
(X), a cada caracteristica se le restd su media
y se dividio por su desviacion estandar.

Normalizacion Min-Max: La variable
objetivo (Y, RON) se escal6 a un rango entre
0 y 1 utilizando la formula yscaled=(y—ymin

)/(ymax—ymin esto debido a que las redes

T90 (*O)
703.000000
155.029445

13359356
130.000000
144.350000
155.300000
165.700000

180.000000
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neuronales funcionan mejor cuando hay un
rango definido que no sea tan grande ni
pequeno.

2. Diseio del Modelo de Red
Neuronal:

Se implementé una Red Neuronal Profunda
(ANN) utilizando la libreria Keras de
TensorFlow en Python version 3.11. La
arquitectura del modelo se disefid para
capturar las relaciones no lineales complejas
presentes en los datos.

Arquitectura: Se construyé un modelo
secuencial con tres capas ocultas densas en una
configuracion decreciente (256 — 128 — 64
neuronas).

Funcion de Activacién: Se utilizo6 la funcion
Unidad Lineal Rectificada (ReLU) en todas las
capas ocultas, una eleccion estandar en redes
profundas por su eficiencia computacional y
su capacidad para mitigar el problema del
gradiente desvaneciente.

Capa de Salida: La red finaliza con una unica
neurona de salida con activacion lineal,
adecuada para un problema de regresion de
valor tnico.

3. Compilacion y Entrenamiento:

Se configurd el proceso de aprendizaje del
modelo mediante:

Optimizador: Se eligi6 el optimizador Adam
con una tasa de aprendizaje de 0.0001,
conocido por su capacidad de ajustar la tasa de
aprendizaje de forma adaptativa para cada
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parametro del modelo.

Funcion de Pérdida: El modelo fue entrenado
para minimizar el Error Cuadratico Medio
(MSE, Mean Squared Error), una métrica
estindar que nos permite evaluar la
confiabilidad del modelo propuesto.

Control del Entrenamiento: Para prevenir el
sobreajuste y asegurar que el modelo
generalice bien a datos no vistos, se
implementd6 un mecanismo de parada
temprana. Este monitorea la pérdida en el
conjunto de validacion (val_loss) y detiene el
entrenamiento si no se observa una mejora
después de 50 épocas consecutivas,
restaurando  los pesos del modelo
correspondientes al punto de mejor
rendimiento.

4. Evaluacion del Modelo:

La capacidad predictiva y la confiabilidad del
modelo se evaluaron mediante dos estrategias:

Validacion Cruzada: Se aplic6 una
validacion cruzada de 5 pliegues (5-fold cross-
validation) sobre el conjunto de datos
completo de 703 muestras. Este método
proporciona una estimacion robusta del
rendimiento del modelo en datos no vistos.

Prueba Final: Adicionalmente, se realizo una
division tnica del conjunto de datos en 80%
para entrenamiento y 20% para prueba. El
modelo se entrend con el 80% y su
rendimiento final se midi6 sobre el 20% de
datos que nunca vio durante el entrenamiento.
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Métrica de Evaluacion: La métrica principal
para evaluar el rendimiento fue el Error
Absoluto Medio (MAE), que se convirtio de la
escala normalizada (0-1) a la escala original
del RON para una interpretacion directa.

5. Resultados:

El analisis exploratorio inicial revelo las
relaciones lineales entre las variables. La
densidad y el T50 mostraron las correlaciones
positivas mas fuertes con el RON, con
coeficientes de 0.38 y 0.32, respectivamente.
El contenido de azufre presentd una
correlacion casi nula (-0.01). Esta baja
correlacion lineal general subraya la necesidad
de un modelo no lineal para capturar la
complejidad de las interacciones.

Tabla 2. Resultados de analisis exploratorio en
Python 3.11.

Octane raiting 1.000000
Density (g/cm?) 0.381222
Sulfur (ppm) -9.212451
Tie (°C) 0.125261
Ts@ (°C) 0.323958
T9@ (°C) 0.0947%0

El entrenamiento del modelo de red neuronal
mostrd una convergencia, como se observa en
la grafica 1. Las curvas de pérdida de
entrenamiento y validacion disminuyen y se
estabilizan juntas, lo que indica que el modelo
aprendio los patrones de los datos de manera
efectiva sin sobreajustar significativamente al
conjunto de entrenamiento.
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MAE (escala original)

Grafica 1. Perdidas de entrenamiento y validacion
por época.

— Pérdida de entrenamiento
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0.10

0.08

Pérdida (MSE)

La evaluacion mediante validacion cruzada de
5 pliegues confirm¢ la consistencia y robustez
del modelo. Como se muestra en la Figura 2,
el Error Absoluto Medio (MAE) en la escala
original del RON fue estable a través de los
diferentes pliegues, con valores que oscilaron
entre 2.94 y 3.59. El MAE promedio de la
validacion cruzada fue de 3.17, lo que
demuestra que el rendimiento del modelo no
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depende de una particion especifica de los
datos y es generalizable.

Grafica 2. Error absoluto medio (MSE) en
validacion cruzada por “Fold”.

En la prueba final, utilizando el 20% de los
datos reservados, el modelo alcanz6 un MAE
de 2.77 en la escala original del RON. Este
resultado  se

considera un desempefio




Valor (relativo a promedio de octano)

-4
MAE Prueba
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razonable y valida la capacidad predictiva del
modelo en datos completamente nuevos.

visualmente en la grafica 3, que compara los
valores de RON predichos por el modelo con
los valores reales medidos en el laboratorio.
Los puntos se agrupan de forma compacta a lo
largo de la linea diagonal, que representa una
prediccion perfecta. Esta fuerte alineacion
indica que el modelo no presenta sesgos
evidentes y funciona bien en todo el rango de
valores de octanaje analizado.

MAE de Prueba vs. Prediccién TFLite

WAE: 2.7666

—e— Métricas

Predg9.1453

Prediccién TFLite
Métrica

Grafica 3. Primera prueba de red neuronal.

6. Discusion:

Los resultados presentados demuestran que el
modelo de red neuronal profunda es capaz de
predecir el Numero de Octano de
Investigacion (RON) con un grado de
precision razonable, validando la hipotesis
central de esta investigacion. El MAE final de
2.77 unidades de RON es un indicador
prometedor de la viabilidad de este enfoque
como herramienta de apoyo en el control de
calidad de las refinerias. Al contextualizar este
resultado con la literatura, se observa que, si
bien es un rendimiento solido, existe margen
para futuras mejoras. Por ejemplo, estudios
que utilizan arquitecturas hibridas de ANN
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con algoritmos genéticos han reportado un
MAE de 1.4 para el indice antidetonante (AKI)
, y otros trabajos comparativos han encontrado
que modelos como las Maquinas de Vectores
de Soporte (SVR) pueden alcanzar un MAE
tan bajo como 0.9.' Esto sugiere que la
exploracion de algoritmos alternativos como
XGBoost o SVR podria ser una via fructifera
para refinar atin mas la precision predictiva.

Una de las consecuencias teodricas mas
importantes de este estudio es la confirmacion
empirica de que un modelo de ANN puede
capturar eficazmente las complejas y no
lineales interacciones entre las propiedades
fisicoquimicas de la gasolina y su RON. El
analisis de correlacion inicial mostrd que las
relaciones lineales eran débiles, lo que hacia
prever el fracaso de modelos mas simples. El
¢éxito de la ANN radica en su capacidad para
aprender representaciones jerarquicas de los
datos a través de sus capas ocultas, modelando
sinergias y antagonismos entre la densidad, el
azufre y la volatilidad que determinan el
comportamiento final de la combustion. La
validez de las conclusiones se ve reforzada por
la consistencia de los resultados en la
validacion cruzada, que indica que el modelo
es robusto y su rendimiento es generalizable a

nuevas muestras de  gasolina  con
caracteristicas similares.

Las implicaciones practicas de esta
investigacion ~ son  significativas.  La

implementacion de este modelo en un entorno
de produccion podria transformar el control de
calidad. Permitiria a los ingenieros de proceso
obtener una estimacion casi instantanea del
RON, en lugar de esperar horas por el
resultado del motor CFR. Esto no solo reduce
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costos operativos, sino que también permite un
ajuste mas rapido y preciso de las mezclas de
gasolina, minimizando el "regalo" de octanaje
(octane giveaway) y asegurando que el
producto final cumpla consistentemente con
las especificaciones. A largo plazo, la
integracion de este tipo de herramientas
predictivas es un paso hacia la digitalizacion y
optimizacion de los procesos de refinacion.

7. Siguientes pasos por seguir.

Los resultados obtenidos en esta investigacion
sientan las bases para avanzar hacia fases mas
aplicadas y orientadas a la integracion
tecnologica. Los proximos pasos propuestos
son los siguientes:

Desarrollo de una aplicacion universal

Implementar una herramienta computacional
accesible:

(App/WebApp) “Pedrict Ron” que permita al
usuario ingresar de manera directa las
variables de entrada (densidad, azufre, T10,
T50, T90) y obtener un valor fiable de AKI de
cualquier muestra. Desarrollar la interfaz
utilizando JavaScript para el entorno de
usuario y SQL para la gestion de la base de
datos, con esto asegurar compatibilidad
multiplataforma para facilitar su uso en
refinerias, laboratorios y estaciones de
servicio.

Alimentacion dinamica de la base de datos

Establecer un sistema que permita actualizar la
base de datos en tiempo real con nuevas
muestras experimentales.

Garantizar un esquema de aprendizaje
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continuo del modelo, fortaleciendo su
capacidad predictiva con cada actualizacion.

Validacion en entornos reales de
produccion

Probar la herramienta en plantas de refinacion
y terminales de almacenamiento para evaluar
su desempeio bajo condiciones operativas
reales.

Realizar pruebas de campo comparando las
predicciones de la aplicacion con los
resultados obtenidos mediante el método CFR
(ASTM D2699 y ASTM D2700).

Escalabilidad e integracion en Industria 4.0

Incorporar la aplicacion en los sistemas de
control de calidad y gestion de procesos de
refinerias.

Explorar la integracion con tecnologias de IoT
(Internet of Things) y sistemas SCADA,
orientados a la automatizacion y optimizacion
de la produccion.
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